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1. Neuronové sité - Perceptrony

1.1.Zakladni informace

Nasledujici text je soucasti ucebnich texti predmétu Uméla inteligence a je urcen hlavné pro
studenty Matematické biologie. Kapitola se zabyva nejrozsifenéjsim konceptem doprednych umélych
neuronovych siti, obvykle ne zcela presné nazyvanych jako jedno a vicevrstvé perceptrony. Kapitola
popisuje organizacni, adaptacni i aktivni dynamiku téchto siti, rozebira a ilustruje jejich klasifikacni
moznosti. Podrobnéji se zabyva zdkladnim adaptacnim algoritmem pro vicevrstvé dopredné sité,
algoritmem zpétného Sifeni chyby.

1.2.Vystupy z uceni

Zvladnuti ucebniho textu umozni studentim:

* Seznamit se se zakladnimi pojmy dopfednych neuronovych siti, principy adaptacni, aktivni a
organizacni dynamiky sité.

» Definovat organizacni dynamiku jedno a vicevrstvych perceptront (MLP).

* Zobecnit poznatky z predchozi kapitoly na vyjadreni klasifikacnich moZznosti jednovrstvého
perceptronu.

*  Odvodit klasifikani moznosti vicevrstvych perceptront ve 2D prostoru a demonstrovat jejich
klasifikacni moZnosti pomoci realizace XOR vicevrstvym perceptronem.

*  Pochopit dlsledek Kolmogorovy véty pro MLP.

*  Porozumét adaptacéni dynamice MLP a vysvétlit formalni matematické vyjadreni algoritmu
backpropagation, popsat vyznam jeho jednotlivych parametrd.

* Poznat aplikacni oblasti pro MLP

1.3.Dopredné neuronové sité

1.1.1. Uvod
Uméla neuronova sit je matematickym modelem, ktery je slozen z jednoduchych propojenych
elementarnich vypocetnich jednotek, neuron.

Pro umélou neuronovou sit miZeme vysledovat jisté typické obecné rysy, zpravidla pro umélé
neuronové sité plati nasleduijici:

e Procesni elementy velmi jednoduché, pracuje jich vSak soucasné velky pocet
e Cinnost sité je paralelni
e Jednotlivé procesni elementy pracuji autonomné, lokalné a ¢asto asynchronné
e Neurony jsou vzajemné viceméné husté propojeny orientovanymi, ¢iselnymi vahami
ohodnocenymi spoji
e Vahy se upravuji fizenym ucenim sité a jejich nastaveni predstavuje interni pamét znalosti sité
e Jsou velmi robustnim feSenim pfi ¢astecném poskozeni sité ¢i neuplnosti vstupnich dat



Vstupy X1... Xn NN - Black Box Vystupy Y1...Ym

Obr. 1 Obecné schéma neuronové sité.

Uméla neuronova sit realizuje zobrazeni (transformaci) ze vstupniho prostoru (vstupni vektory x) do
prostoru vystupniho (vystupni vektory y). Z vnéjsiho pohledu se tedy Ize na umélou neuronovou sit

divat jako na ,Cernou skfifiku“, nebot nalezenou transformaci je az na elementarni pfipady obtizné
interpretovat, neexistuje formalizovana analyza umélych neuronovych siti.

v

Umélé neuronové sité muzeme délit dle nékolika a kriterii:

* Dle druhu pouzitych vypocetnich element( (formalniho neuronu)
* Dle topologie sité, tedy usporadani elementd (rekurentni, dopfedné, vzajemné vazby)
* Dle trénovaciho algoritmu
* Dle strukturovanosti
* Nestrukturované — vsechny neurony rovnocenné (Hopfield)
*  Strukturované — typicky obsahuji uspofadani nestrukturovanych podsiti
* Hierarchické

7

e Soutézivé

NiZe je uvedeno jedno z moznych ¢lenéni umélych neuronovych siti dle Lippmanna, véetné uvedeni
typickych reprezentantd dané tridy.

| Hopfieldova sit | | Perceptron | | Kohonen SOM

| Hammingova sit | | MLP |

Obr. 2 Mozné clenéni neuronovych siti dle Lippmanna.

1.1.2. Dynamika neuronové sité
Podobné jako v pfipadé jednotlivého neuronu mlzeme rozlisit tfi faze ustaveni a provozu umélé
neuronové sité, tfi dynamiky.



Organizac¢ni dynamika specifikuje topologii sité, ustavovani sité a pripadnou zménu architektury.
Vétsinou byva konstantni, ale nemusi. MlZzeme rozlisit dvé zakladni organizacni dynamiky cyklickou a
acyklickou. Acyklickou lze vzdy rozdélit do jednotlivych vrstev

V aktivni dynamice se neurony v sité nachdazeji v definovaném stabilnim stavu, dojde k nastaveni
vstupnich uzl( sité, prabéh vlastniho vypoctu. Obecné je moZné uvazovat spojitou funkci site,
prakticky jde vSak o taktovany systém s diskrétnim ¢asem, kdy v jednotlivych diskrétnich krocich
dochazi k vypoctu odezvy neurond. Stav vystupnich neuron(l pfedstavuje vystup neuronovy site,
vysledek vypoctu. Po ustéleni aktivni dynamiky sité mame na dany vstup k dispozici ustaleny vystup
dany stavem vystupnich neuroni predstavujici funkci, zobrazeni sité

Adaptacni dynamika predstavuje proces uceni neuronové sité, kdy dochdzi k nastavovani vah
jednotlivych neuron( sité. Podobné jako vySe miZeme uvazovat spojitou funkci, prakticky je nicméné
tento proces opét rozdélen do jednotlivych diskrétnich adaptacnich kroku. Vysledkem procesu jsou
nastavené vahy neuronové sité, které vstupuji do aktivni dynamiky sité.

1.1.3. Historicky Rosenblattiiv perceptron

Pfedstavuje klasicky model neuronové sité, ktera byla inspirovana lidskym okem. Modelovala
percepci, odtud tedy pochazi pojem perceptron. Jejim tkolem bylo pomoci optickych snimacu
usporadanych do pole 20x20 element( rozpoznavat jednotlivé zaznamenané znaky.

Nahodné propoj'en);mpa/ 21
Pevné vahy @7 Adaptovatelné vahy

Vstupni vzor

Nahodné
Booleovské
Jednotky

Obr. 3 Rosenblattitv perceptron.

Pojem perceptron se umélé inteligenci ujal a nyni je bez ohledu na plvodni vyznam pouZivan pro
vSechny dopfedné neuronové sité, tedy sité s vrstevnatym usporadanim neuront a jednosmérnym
Sifenim signalu od vstupu na vystup. Neurony v jedné vrstvé jsou nezavislé a mohou pracovat
paralelné, neurony dalsi vrstvy jsou aktivovany po skonceni vypoctu vsech neuron( vrstvy predeslé.



Obr. 4 Obecna struktura vicevrstvé dopredné site.

Dopfedna neuronova sit je tedy pfedstavovana orientovanym grafem, kde jednotlivé uzly jsou
spojeny ohodnocenymi orientovanymi (obecné oboustrané) hranami. Ohodnoceni téchto hran
(vahy), jsou parametrem zpracovani signalu. Signal se v doprednych sitich Siti po jednotlivych
vrstvach od vstupu smérem k vystupu. Rozeznavdme uzly vstupni, vystupni a skryté, hrany
reprezentuji tok signdlu. Spojeni mezi dvéma neurony (uzly) je orientovano, je tedy dano, ze kterého
neuronu sméruji informace a do kterého. Vlastnosti spojeni je vaha, kterd uréuje schopnost a
intenzitu prfendseni informace. Vaha muze byt jak kladné, tak zaporné ohodnocena, neurony se tedy
mohou navzajem povzbuzovat nebo potlacovat.

1.4.Jednovrstvy perceptron

1.1.4. Organizacni, aktivni a adaptacni dynamika
Jednovrstvy perceptron predstavuje koncepéné nejjednodussi vrstevnatou sit. Jedna se o M
nezavislych, paralelné pracujicich neuront. Kazdy z téchto neurond tedy realizuje transformaci
vstupniho vektoru na vystupni hodnotu nezdavisle na neuronech ostatnich.

Z pohledu organizaéni dynamiky se sit skldda z N neuron( vstupni vrstvy a vrstvy M vystupnich
neurond. Vstupni vrstva neni tvofena neurony ve smyslu zavedené definice, jedna se pouze o uzly
realizujici identickou kopii hodnot vstupniho vektoru na vstupy vsech neurond. Obé vrstvy jsou
vzdjemné uplné propojeny, kdy kazdy j-ty vystupni neuron je propojen se vSsemi neurony vstupnimi.

Vstupni
vrstva

Vystupni
vrstva

Obr. 5 Jednovrstvy perceptron.



V prlibéhu aktivni dynamiky sit realizuje v obecném ptipadé nezvazujicim charakteristiku vystupnich
funkci (funkce identity) zobrazeni z R" -> R™, které bylo nastaveno v pribéhu dynamiky adaptacni.
Konkrétni obor vystupnich hodnot je dan aktivacnimi pfenosovymi funkcemi vystupnich neurond,
tedy napfiklad v ptipadé sigmoidalnich aktivacnich funkci aproximujicich ostrou nelinearitu jde o
realizaci zobrazeni z R" -> (0,1)™.

Pokud zavedeme pro znaceni vah neuron( nasledujici pravidlo

Wj,i =Wkam, odkud = kamWodkud = j-tého neuronuW i-t4 vaha
(1)

, mlZeme pro odezvu j-tého neuronu pfti aktivni dynamice psat

Y, =06 = o(Xwyx)

(2)

Z nezavislosti neuron(l ve vystupni vrstvé vyplyva, Ze kazdy z nich se chova v aktivni i adaptacni
dynamice zcela nezavisle na neuronech ostatnich. Aktivni i adaptacni dynamika jednovrstvého
perceptronu tak zcela odpovida jednotlivému neuronu.

1.1.5. Klasifika¢ni moznosti

UvaZujme nyni pro jednoduchost jednovrstvy perceptron realizujici zobrazeni z R? -> {0,1}™, tedy
klasifikaci prvkd dvojdimenzionalniho prostoru do dvou tfid. Pfipomerime, Ze jednotlivy neuron s
bindrnim vystupem dokaze rozlisit v prostoru dvé linearné separovatelné tridy, kde délici linii
predstavuje primka s normalovym vektorem odpovidajicim vektoru vah neuronu.

V pripadé jednovrstvého perceptronu takovych délicich linii mGZeme prostorem vést m, jednu pro
kazdy neuron vystupni vrstvy. Samotné zmnoZeni neuront ve vystupni vrstvé vsak nepfinasi oproti
jednotlivému neuronu zadny posun v klasifika¢nich moznostech perceptronu, protoze neuronové siti
chybi moZnost vystupy jednotlivych neuron( déle kombinovat a umoznit tak klasifikaci do vice tfid.

X 0 + (]
Y1 1 -1 -1 -1
Yo 1 -1 -1
Y3 1 1 -1

Obr. 6 Rozdéleni Euklidovského prostoru jednovrstvym perceptronem se tiremi neurony

Vychodisko z této situace predstavuje pridani dalsi vrstvy neuron(l a zavedeni konceptu vicevrstvych
perceptrond.



1.5.Vicevrstvy perceptron

1.1.6. Organizacni a aktivni dynamika
Obecna organizacni dynamika vicevrstvého perceptronu je uvedena na nasledujicim obrazku.

1..Ka Ka
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Obr. 7 Organizacni dynamika vicevrstvého perceptronu.

Oproti perceptronu jednovrstvému byla topologie sité rozsifena mimo vrstvu vstupni a vystupni o
minimalné jednu, tzv. skrytou vrstvu. Plati, Ze jednotlivé neurony sousednich vrstev mezi sebou maji
Uplné propojeni, neurony v ramci jedné vrstvy propojeny nejsou. Pocet neuron( ve skrytych vrstvach
muze byt rlizny, voli se dle charakteru fesené ulohy obvykle v rozmezi mezi poctem vstupnich a
vystupnich neuron(.

Vstupni i vystupni vrstva je definovdna shodnég, jako v pfipadé jednovrstvého perceptronu, proto
v rezimu aktivni dynamiky realizuje sit v zavislosti na charakteru vystupnich aktivacnich funkci
neurond vystupni vrstvy opét zobrazeni z R" -> R™. Na vypoctu vystupnich hodnot se ale podileji i
neurony skrytych vrstev.

Aktivni dynamika vicevrstvého perceptronu probiha v jednotlivych taktovanych diskrétnich ¢asovych
krocich (k), kdy jsou vZdy paralelné a lokalné pocitany vystupy j-tych neuron( ve vrstvé (k) opét dle
vztahu

ij =o($) = O-(ikwjixi

(3)

Pouze s tim rozdilem, Ze n zde ma vyznam nejen rozméru vstupniho vektoru (po¢tu neurond vstupni
vrstvy), jako v pripadé jednovrstvého perceptronu, ale obecnéji pro k-tou vrstvu vyjadfuje pocet
neuront v predchazejici, k-1 vrstveé.

1.1.7. Ilustrace Klasifika¢nich moznosti vicevrstvého perceptronu

Predpokladejme pro jednoduchost opét klasicky euklidovsky dvojrozmérny vstupni prostor, ve
kterém chceme klasifikovat jednotlivé body do dvou tfid. Vstupni vrstva bude obsahovat stejny pocet
neurond, ktery je roven rozméru vstupniho vektoru, tedy dva neurony. Vystupni vrstva pak bude
v pripadé klasifikace do dvou tfid tvofena jedinym neuronem s vystupni funkci ve tvaru ostré
nelinearity, tedy poskytujici vystupy {0,1}. Konkrétni pocet neurond ve skrytych vrstvach nebude pro
provedenou ilustraci podstatny.

Vstupni prostor a klasifikované mnoZiny jsou znazornény schematicky na nasledujicim obrazku.



Obr.8 Schematickeé zndzornéni klasifikovanych mnoZin.

Jiz jsme konstatovali, Ze jednovrstvy perceptron povede prostorem linie, ale nema schopnost
jednotlivé podporostory kombinovat. Tu prinasi az dalsi vrstva ve dvouvrstvém perceptronu.

R

Vstupni Skryta Vystupni

Vrstva Vistva Vrstva

Obr. 9 Skrytd vrstva ve vicevrstvém perceptronu.

Dvouvrstvy perceptron se dvéma neurony skryté vrstvy by tedy mohl vstupni prostor rozdélit na 4
oblasti napfiklad takto:

Obr. 10 Ilustrace Rozdéleni prostoru vicevrstvym perceptronem.

Klasifikace do dvou tfid A a B by zde nebyla jesté zcela dokonald, nebot v oblasti vlevo dole se
objevuji vzory prevaziné ze tfidy A, ale soucasné i nékteré ze tfidy B. Pfedstava aktivni dynamiky
dvouvrstvého perceptronu je takova, Ze prvni vrstva rozdéli prostor na poloroviny a druhd vrstva
provede jejich logickou konjunkci. UmozZiiuje tak vytvoreni libovolné konvexni oblasti. Samozfejmé sit

se mliZze naucit zcela jinak, zde je jen uvedena ilustrace, Ze toto lze.

Vratme se nyni k logické funkci XOR, kde nemozZnost jejiho vycisleni jednotlivym neuronem a
neexistence adaptacniho algoritmu pro vicevrstvé sité vedla ke stagnaci jejich rozvoje. Bude
dvouvrstvy perceptron schopen logickou funkci XOR realizovat?

XOR

.| x XOR x

—-

= |=lOo|Oo|x
=|1O|=|O|Xx
-

o

RN

Obr. 11 Logickd funkce XOR.




Funkci XOR mazZeme vyjadfit pomoci elementarnich logickych funkci jako XOR (X1,X2) = (X1 OR X2)
NOT (X1 AND X2). Realizace neuronovou siti mizZe vypadat napfiklad jako na nasledujicim obrazku.

Vstupni Skryta Vystupni
Vrstva Vrstva Vrstva

XOR

Obr. 12 Mozna realizace logické funkce XOR vicevrstvym perceptronem.
Strucné jesté uvazujme model tfivrstvého perceptronu se tfemi neurony v prvni skryté vrstvé a
dvéma neurony v dalsi skryté vrstvé.

Vstupni Skryta
Vrstva Vrstva

Skrytd
Vistva

Vystupni
Vrstva

Obr. 13 TFivrstvy perceptron.

Predstava aktivni dynamiky je takova, Ze prvni vrstva rozdéli prostor na poloroviny a druhd vrstva
rozdéli prostor na konvexni podoblasti a tfeti provede sjednoceni téchto oblasti. Samoziejmé sit se
mUze naucit zcela jinak, zde je jen uvedena ilustrace, Ze toto lze. Vicevrstvy perceptron s dvéma
skrytymi vrstvami a bindrnimi neurony je tedy univerzalnim aproximatorem jakékoli boolovské

funkce N proménnych.

1.1.8. Klasifika¢ni moznosti vicevrstvého perceptronu - Kolmogorova véta
Pti vyjadreni klasifikacnich schopnosti a vypocetni sily vicevrstvych perceptrond mizeme vyjit

z Kolmogorovy véty, ktera rika:

,Kazdou vicerozmérnou realnou spojitou funkci N-proménnych lze presné vyjadrit jako linearni
kombinaci kone¢ného poctu spojitych nelinearnich funkci jedné proménné.”

2n+1 n

S, )= D 0, (D 8, (x,)),

(4)



Pokud budeme uvedenou vétu vnimat v oblasti realizace umélych neuronovych siti a budeme hledat
analogii, zjistime, Ze vicevrstvy perceptron poskytuje pro realizaci uvedené véty dostatek prostredk.
Jednotlivé nelinedrni funkce pozadované Kolmogorovou vétou mohou byt realizovany pomoci
nelinedrnich, napfiklad sigmoidalnich funkci jednotlivych neurond. Linearni kombinace a tedy
sumacni vztahy Kolmogorovy véty pak odpovidaji vypoctu aktivacni funkce jednotlivych neuroni
skrytych vrstev.

Uvedeny vztah tedy vlastné odpovida vypoctu, ktery realizuje vicevrstvy perceptron s n vstupnimi
neurony, n neurony prvni skryté vrstvy s funkcemi @yq (4), 2n+1 neurony druhé skryté vrstvy

s funkcemi W, a jednim neuronem vystupnim. Podminkou je pouziti neuron( se spojitymi,
monotdnné rostoucimi aktivacnimi funkcemi ve skrytych vrstvach.

Kolmogorovu vétu Ize formulovat jesté obecnéji, dle[1].

2n+1l

flxg..x,) = Z H ) PTo,(x,))

a=1 p=1

(5)

, kde doslo ke zmirnéni pozadavk( na obecné rizné aktivacni pfenosové funkce neurond
v jednotlivych vrstvach.

+++ Respekiive q=1. 2n+1
w=1 dle vztahu (4).

e Respektive lj}q( )
() dle vztahu (4).

w=1
*%k \l‘r ( )
o Xp
d:(x) t
w=1 Z /
v () w=1 f(x1 ... xn)
(I)u()(p) w=1

v ()

** Respektive

* Nenulova je pouze vaha
mezi korespondujicim d)p“(xp)

p-tym vstupem a p-tym

neuronem. dle vstupu (4).

W)

Obr. 14 Kolmogorova véta pro vicevrstvy perceptron.

Ponékud problematicka muze byt dle [1] ,,volba funkci ¥ a ®@, nebot pro pfesnou aproximaci funkce
f(x) mohou mit tyto hledané funkce vlastnosti, které neumoznuji jejich pouziti jako prechodové
vystupni funkce neuronu, protoze funkce ¥ nejsou obecné hladké, mohou mit fraktalni grafy a
funkce @ je konstruovdna v zdvislosti na funkci f(x), neni tedy reprezentovatelna v parametrické
podobé a neni ji moZné pouzit jako pfechodovou vystupni funkci neuront.”



| pres relativizaci platnosti vySe uvedeného zavéru Kolmogorovy véty pro vicevrstvy perceptron
(nepouZitelnost obecnych funkci jako prenosovych funkci neuronu), bylo dokazano [3], Ze
zmnoZenim poctu neuron( ve skrytych vrstvach je mozné dosahnut univerzaini aproximacni
schopnosti vicevrstvého perceptronu, pokud se spokojime pouze s libovolné presnou aproximaci
funkce f(x), nikoli jejim naprosto presnym vyjadrenim.

Dusledek Kolmogorovy véty pro vicevrstvy perceptron mizeme shrnout tak, Ze vicevrstvy perceptron
se dvéma skrytymi vrstvami, dostateCnym poctem neuron( se spojitymi monoténné rostoucimi
aktivacnimi funkcemi muze byt univerzalnim aproximatorem libovolné funkce N proménnych. To
predstavuje znacnou vypocetni silu. Dokonce tak velkou, Ze pro fadu realnych problém pfi jejich
pfiblizném tfeseni vystacime s klasifikaci do linearné reparabilnich mnozin.

V ptipadé perceptronu dvouvrstvého, tedy perceptronu s jednou skrytou vrstvou, pak mizeme vyjit
z vysledkl Hornika a Leshna, publikovanych v [1].

Z jejich zavérl plyne, Ze vicevrstvy perceptron s jednou skrytou vrstvou, dostate¢nym poctem
neurond (zda se N*(2N+1)) a nepolynomialnimi (sigmoidalnimi) aktivacnimi funkcemi neuront skryté
vrstvy je univerzalnim aproximatorem libovolné funkce N proménnych.

1.1.9. Adaptacéni dynamika

Pfipomerime, Ze adaptacni dynamika jednotlivého neuronu i jednovrstvého perceptronu je zaloZena
na uceni s ucitelem na zékladé trénovaci a testovaci mnoZiny postupné predkladanych vektora.
Pfedpokladejme trénovaci mnozinu o p prvcich v podobé

T= {[xl;ydl]; [XZ,VdZ]---- [xp;Vdp]}
(6)

Algoritmus adaptacni dynamiky spociva v postupném predkladani trénovacich vzoru sité a iterativni
Upraveé vah na zakladé odchylky zjisténé na vystupu sité. Tato odchylka je tedy pro p-ty vzor trénovaci
mnoZziny uréena chybovym vektorem e,.

€ =Y Yy
(7)
Jeden krok uceni (krok t) mlze byt predstavovan nasledujici posloupnosti ukon(:

PfedloZeni vstupu x, siti.

Zjisténi odezvy sité y,

Vypocet odchylky e, pro posledni vrstvu sité.

Rozpocitani odchylky na neurony predchozich vrstev.

Lokalni Uprava vah neurond sité na zakladé rozpocitané odchylky pro kazdy neuron.

e wWwN e

Tyto kroky se opakuji, dokud nejsou splnény podminky pro zastaveni adaptace.

Zatimco v pfipadé jednotlivého neuronu a jednovrstvého perceptronu je urceni odchylky a nasledna

vvvvvv

v pfipadé vicevrstvého perceptronu schopen ptrimo urcit jen odchylku na vystupni vrstvé sité a tedy



dosud zavedenymi algoritmy by bylo mozné adaptovat pouze vahy posledni, vystupni vrstvy. Zakladni
otazkou tedy je, jakym zplsobem urcit chybu neuront ve skrytych vrstvach vicevrstvého
perceptronu. Tuto situaci resi tzv. algoritmus zpétného Sifeni chyby, kdy jeho odvozeni vedlo po déle
trvajicim Utlumu k bourlivému rozvoji zajmu o neuronové sité.

1.1.10. Algoritmus zpétného Sifeni chyby (BP algoritmus)
Algoritmus zpétného Sifeni chyby je zakladnim algoritmem pro uceni vicevrstvych perceptron(.
V nasledujicich odstavcich si jej odvodime.

Ucenim sité mGzeme rozumét optimalizaéni proces, kdy sit nastavuje své parametry tak, aby
minimalizovala chybovou funkci vznikajici jako rozdil mezi skuteénym a pozadovanym vystupem. Pro
jeden vstupni vektor plati, Ze sit realizuje zobrazeni

Chybovy vektor ziskany po predloZeni p-tého vektoru trénovaci mnoZiny lze zapsat jako
& =Yoo Y
(9)
Okamzita kvadraticka odchylka klasifikace sité pro p-ty vektor trénovaci mnoziny je
- 2
&= z(jep)
j=1
, kde N znaci pocet vystupnich vektor(, respektive rozmér vystupniho vektoru.
(10)

Uvedenad kvadratickd odchylka je vSak pouze odchylkou vypoétenou na zékladé pfedloZeni jediného
vstupu. Optimalni by samoziejmé bylo, kdybychom byli schopni vyjadfit stfedni kvadratickou
odchylku pres viechny mozné vstupy sité. Tyto vstupy vsak nemdme k dispozici, k dispozici mame
pouze trénovaci mnozinu obsahujici p trénovacich dvojic. Pak mizeme stfedni kvadratickou odchylku
pres vSechny vstupy obsazené v trénovaci mnoziné vyjadfit jako

¢=E{¢} prove,
(11)

Minimalizaci této funkce gradientni metodou nejstrméjsiho sestupu bychom dosahli nejlepsi mozné
klasifikace sité ve smyslu stfedni kvadratické odchylky pfes celou trénovaci mnoZzinu. Stfedni
kvadratickd odchylka je evidentné funkci vah w sité. Jejich zménou je tedy realizovadn postup

k minimalizaci stfedni kvadratické odchylky. Pro zménu vah w neuronu midzeme psat

W(t+1)=w(t)—uVe
, kde t oznacuje krok uéeni a u je konstanta urcujici rychlost adaptace.

(12)



Gradient Ve mUZeme rozepsat jako

oe
Ve=—(t)
ow
(13)
Vypocet tohoto gradientu je vSak v praxi bohuzel velmi obtizny i pro nepfilis rozsahlé sité. Proto jej

nahrazuje vypoctem posloupnosti dil¢ich gradient(, kdy kazdy dil¢i gradient ziskany v jednom kroku
uceni sité aproximuje hodnotu gradientu pres celou trénovaci mnozinu.

os 0g,
W ()~ W (t)

(14)

Uvédomme si nyni, Ze vystupni vrstva perceptronu se sklada se samostatnych neuront, kde kazdy
z nich pfispiva k celkové chybé perceptronu. Uvazujme nyni jeden samostatny neuron vystupni
vrstvy.

Hodnotu gradientu pro vystupni, ko-tou vrstvu sité mizZeme pro i-tou vahu w; j- tého neuronu této
vrstvy vyjadfit dle pravidla o sloZzené derivaci

oe oe Ga(kj’ép) akfﬁfp

p p

ow,  ao(9&,) a4E,  oNw,

(15)

Pokud vzorec rozebereme po jednotlivych ¢astech, pak treti ¢ast vzorce predstavuje derivaci
vnitfniho potencialu j-tého neuronu podle i-té vahy. Vnitini potencial j-tého neuronu mize byt
vyjadfen sumou vstupnich hodnot ndsobenych vahami w. Vstupni hodnoty neuronu jsou ale v tomto
pripadé predstavovany vystupy y, z predchozi ko-1 té vrstvy, pro vysledek derivace tedy mGzeme
psat

0 ko‘.ly "QW_
k0 | 1
g, o2

KoL
a";?wi Gk;?wi P

(16)

Stfedni Cast vzorce predstavuje derivaci aktivacni vystupni funkce podle vnitfniho potencialu
neuronu. Konkrétni aktivacni prenosovou funkci nemame v tuto chvili definovanou, ponechme tedy
vztah bez Uprav, jen s pfepsanim derivace

ao-(kfé:p) —_ ~'(%
W_G(jéjp)

(17)



Uvodni ¢ast vzorce (16) vyjadtujici derivaci chyby podle vystupu neuronu y miézeme po zvazeni
vyraz( (9,10) psat také jako

a‘C"p _ a(Jep)z _ a(jydp_jyp)2
ko ko
(18)

=-2(}yg —0(5¢,) = -2(e,)

Po Upravé tedy dostavame vztah

Oe oe, 00(9&,) 09¢E,

p p

ofow. B oo(o&E ) 0% o w. ==2(;Yq _G(kiogp))al(kffp)ko_ilyp =_2(k?ep)al(kf§p)ko_ilyp
] 12p 12p ]

(19)

Dosazenim do vztahu (12) a vektorovym vyjadrenim dostavame pro Upravu vah jednoho neuronu
posledni vrstvy

S )W) +20(5e,)0° (1),
(20)

Ve vztahu zbyva urcit hodnotu chyby ey a pfipadné derivaci ¢’. Chyba e, je pro neurony vystupni
vrstvy ziejma jiz ze vtahu (9) a je rovna

Ky _ Kk

=YY

(21)

Derivace ¢’ samozfejmé zavisi na konkrétni aktivacni vystupni funkci neuron. Oblibené jsou

sigmoidalni aktivacni funkce, které jsou hladké a monotdnni a navic maji jednoduché vyjadieni
derivace.

(22,23)

Volba monotdnnich funkci je vhodnéjsi vzhledem k omezeni vzniku lokalnich minim chybové funkce.
Jako aktivacni prenosové funkce ale mohou byt ale pouZity libovolné diferencovatelné funkce.

V tuto chvili je tedy schopni urcit chybu a provést adaptaci neuron(l vystupni vrstvy formalné
odvozenym vztahem.

Podobné, jako jsme odvodili vzorce pro vrstvu vystupni, miZzeme postupovat i v pfipadé neuron(
skrytych k-tych vrstev, tedy

k k
oe de, 0o(;&,)0,5,  O¢

P _ =2 a(\&) Ty
ijWi ag(ffp) 5kj§p akjWi aG(kj‘):p) Jp P




(24)

, kde
oe oe My Ag ak+_l ak+_1 M (41
kp = 2k ° =(‘erp) = z k+1p k+|1yp kI °s =-2 z k+ilep0'(k+il§p)k+ile
ao—(jgp) ajyp iz O i¥p 0 ié:p ajyp i=1
(25)

Z uvedenych vztaht (18,24) je zfejmé, Ze vypocet gradientu chybové funkce pro skryté neurony se od
definice pro neurony vystupni vrstvy lisi pouze ¢3sti definice pro vypocet chyby e, na vystupu
neuronu.

Upravu vah pro libovolny neuron sité miizeme tedy vyjadfit jako
K k — k K k-1

jW(t +1)= jW(t) - /J(jep)o- ( j é:p) Yo

(26)

, kde pro neurony vystupni vrstvy plati

k k
i€ = _2(jydp _G(jgp))

(27)

A pro neurony vnitfnich skrytych vrstev plati

M i1
k 1 k+1 k+1 k+1
e, =2 > a'(“1g,) e, tw,
i=1
(28)

Uvedené odvozené vyrazy (26, 27, 28) se velmi ¢asto upravuji na ne zcela presné vyjadreni ve formé

(D= W) + 2uCe,)o'(1£,) Y,
(29)

k k
€= —0(;%)
(30)
M (k41

k 1 k+1 k+1 k+1
e, = > 0'("1,) e, w,
i=1

(31)



Souvislost s heuristicky odvozenym pravidlem &-rule pro jednotlivy neuron je zde pfimocara.

Pokud si vS§imneme vzorce (31), je zfejmé, Ze chyba 'erp na vystupu j-tého neuronu k-té skryté vrstvy
je ziskana jako soucet chyb k*?ep vsech neuronl na vystupech nasledujici, k+1 vrstvy, kde tato chyba

k+ilepje ndsobena derivaci pfenosové vystupni funkce o' (kﬁlé‘p) a dale hodnotou vahy w synapse

mezi neurony obou vrstev.

Princip algoritmu zpétného sifeni chyby tedy spociva v urceni chyby na vystupech vsech neuron(
vystupni vrstvy, tu uré¢ime lehce dle vztahu (30). Nasledné je tato chyba poufZita i k adaptaci skryté
vrstvy a to tak, Ze se chyba z vystupni vrstvy se vlastné Siti strukturou sité zpét od vystupni vrstvy na
vrstvu pfedchdzejici, kde je chyba na vystupu modifikovana derivaci pfenosové funkce neuronu
vystupni vrstvy a nasledné jesté vahou, kterd k neuronu vystupni vrstvy vede z neuronu vrstvy
predchazejici. Kazdému neuronu skryté vrstvy je tedy dopravena chyba, kterd odpovida jeho
prispévku k celkové chybé na vystupni vrstvé. Takto je chyba postupné Sifena zpét strukturou sité od
vystupu na vSechny vrstvy pfedchazejici. Proto je algoritmus nazyvan algoritmem zpétného Sifeni

chyby.

Obr. 15 lustrace algoritmu zpétného sireni chyby.
V bodech Ize algoritmus zpétného Siteni chyby pro vytvoreny vicevrstvy perceptron shrnout jako:
Inicializuj vahy sité
Vyber p-ty vzor z trénovaci mnoZziny
PtedloZ ténovaci vzor )_(p siti

Urci odezvu sité Y naX

Urci chybu na vystupu sité dle (30)

Urci chybu na pfedchazejicich vrstvach pomoci zpétného Sifeni chyby na vrstvy predchozi
Lokalné uprav vahy dle (29)

Opakuj od bodu 2, dokud neni vykonnost sité dostate¢na

Ny A WNE

1.1.11. Minimalizace chybové funkce adapta¢nim algoritmem
Adaptacni algoritmus, napfiklad zde uvedeny BP algoritmus, provadi minimalizaci chybové funkce,
kde hleda gradientni metodou minimum na chybové hyperploSe. Na kaZzdou vahu sité miZeme

v optimaliza¢nim procesu pohlizet jako na jednu dimenzi n-dimenziondlniho chybového prostoru. Pro



dvé vahy miZe mit tato hyperplocha podobu jako na obrazku, kde na vodorovnych osach jsou
hodnoty vah a na ose svislé pak velikost chybové funkce, ktera je funkci prvk( trénovaci mnoziny.
Ukolem adaptaéniho procesu je sejit na této hyperplose co nejnize, idealné do globalniho minima.
Nicméné existuje zde i riziko uvaznuti v minimech lokalnich.

Y e : - X Maly gradient .,
pomaly sestup

Velk)"r gradier;’t i
0 Ne-- N
I rychly sestup =™

Obr. 16 Minimalizace chybové funkce pri adaptaci.

Riziko uvaznuti v lokalnim minimu Ize omezit volbou pocatecnich parametr( a trénovaci mnoZiny a
samoziejmé i modifikaci adaptacniho algoritmu.

Poéatecni inicializace vah neurona

Pocatecni inicializace vah definuje bod na chybové plose, odkud pfi hledani minima algoritmus
vychazi. Pokud by byl vychozi bod pocatec¢nim nastavenim vah definovan na svaznici smétujici

k lokdlnimu minimu, ze zfejmé, Ze globalni minimum chybové funkce nalezeno nebude a
minimalizace skon¢i v minimu lokalnim. Spravnou pocatecni inicializaci bohuzel nejsme prakticky
schopni odhadnout, proto se pro pocatecni inicializaci vah sité pouzivaji ndhodna ¢isla a v pfipadé
neuspéchu se inicializace opakuje.

Volba rychlostni konstanty u

Rychlostni konstanta u definuje velikost kroku, se kterym se algoritmus pohybuje po chybové plose.
Jeho vybér rovnéz neni jednoznadny, nebot pfilis velky krok miZe vést k nekontrolovanému pohybu
po plose a v disledku k nenalezeni minima, maly krok naopak sice bezpecné sméfuje k nejblizsimu
minimu, ale konvergence algoritmu muze byt velmi pomala. Kompromisni feseni predstavuje
postupné snizovani velikosti kroku béhem minimaliza¢niho procesu.

SloZitost chybové funkce

Tvar plochy chybové funkce zavisi samozifejmé nejen na parametrech sité (vahy, prenosové funkce)
ale i na vstupnich vektorech. Pokud je plocha pfilis ¢lenita s velkym mnoZstvim lokalnich minim je
¢innost minimalizacniho algoritmu velmi ztiZzena. Proto jsou vstupy sité ¢asto predzpracovavany.
Cilem predzpracovani je zmensit vstupni dimenzi vektord a zejména pak potlacit nepodstatné
vlastnosti vstupnich vektord a zd(iraznit vlastnosti podstatné. Eliminace nepodstatnych vlastnosti
vstupl omezuje vyskyt lokalnich minim v plose chybové funkce a zjednodusuje jeji tvar. BohuZel o



podstatnosti ¢i nepodstatnosti nékterych vlastnosti vstupl ¢asto nejsme schopni rozhodnout jinak
nez intuitivné.

Zpusob predkladani vstupt trénovaci mnoziny

Je vyhodné predkladat vstupy z trénovaci mnoziny siti nahodné. Pak je i pohyb po chybové plose
nahodny a v dlsledku umoziuje provéreni Sirsi oblasti chybové plochy.

Modifikace algoritmu BP

Modifikace algoritmu BP ma za Ukol omezit riziko uvaznuti v lokalnim minimu. Modifikace algoritmu
BP spociva v zavedeni setrvacnosti | do adaptacniho procesu, kde zpocatku volime n blizké 1 a jeho
hodnotu v prlibéhu adaptace zmensujeme k nule. V ptipadé zvyseni chyby je doporuceno setrvacnost
vypustit.

Vztah (12) zjednodusime na
W(t+1) =w(t)+Aw(t)
(32)
Zavedeni setrvanosti 1 do vztahu znamena
w(t+1) =w(t)+(1—n)Aw(t) + nAw(t —1)
(33)
Pro n = 0 se pak algoritmus chova jako Cisty BP algoritmus.

1.1.12. Vicevrstvy perceptron a syndrom preuceni
Vicevrstvy perceptron je univerzdlnim robustnim aproximatorem, ktery predstavuje vzhledem

k platnosti Kolmogorova teorému pro vicevrstvy perceptron velmi univerzalni feSeni. Praktické je
zejména jeho poutziti v pfipadech, kdy mame k dispozici jen priklady vstup( a vystupl néjakého
procesu. Velka vyjadfovaci sila vicevrstvého perceptronu je vSsak vykoupena pomérné vypocetné
narocnou optimalizaci sité pomoci BP algoritmu. Mezi nevyhody také patfi, Ze nalezend transformace
je ve strukture sité ukryta, nelze ji pfimo interpretovat.

Nalezeni globalniho minima chybové funkce pres trénovaci mnoZinu neni také vzdy ucelné. Muze
dojit k tzv. efektu preuceni sité, kdy sit sice efektivné minimalizuje chybovou funkci ptes trénovaci
mnozinu, nicméné na ukor obecnosti nalezené transformace pro vzory mimo trénovaci mnozinu. Sit
se adaptovala na nepodstatné detaily obsaZzené v trénovaci mnoziné. Takova preucena sit pak neni
schopna zobecriovat, jak je vidét na poklesu vykonnosti sité vzhledem k testovaci mnoZziné.



A Vykonnost sité

Trénovaci mnoziny
Sit' se adaptuje na
Vystizenl podstatnych rys0 nepodstatné detaily

v '

Testovaci mnozina

>

Pocet krokl ugeni

Obr. 17 Syndrom preuceni.

Pfeuceni sité Ize branit nékolika postupy. Je vyhodné nesnazit se dosdhnout absolutniho minima
chybové funkce pres celou trénovaci mnoZinu, ale uceni sité zastavit o jisty okamzik dfive. Tento
okamzik Ize velmi ¢asto odhadnout jako nahly pokles hodnoty chybové funkce nad trénovaci
mnozinou. Jesté efektivnéjsim postupem branicim preuceni byva zavedeni nejen trénovaci a
testovaci mnotziny, ale i mnoziny validacni, ktera adaptaci v¢as zastavi.

Dale se pfi ndvrhu perceptronu snazime volit pokud mozno maly pocet neuron( ve skrytych vrstvach,
to povede sit ke hledani jednodussi a obecnéjsi transformace. Aby se sit nesoustfedila na vystizeni
nepodstatnych detailll trénovaci mnoZziny, je mozné predkladané vstupy vidy nepatrné zkreslit,
napfiklad nahodnym Sumem.
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